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RESUMO 

 

 

Este estudo avalia o desempenho do método Superpixel based color topographic map 

segmentation (SCTMS) e compara-o com uma classificação utilizando abordagem por 

vizinhança, aplicando-os em cartas topográficas matriciais retiradas do banco de dados 

geográficos do eército. Este método é composto de detecção de bordas pelo método da dupla 

cor oponente, seguido de segmentação por crescimento de bacias com união das mesmas, para 

geração de superpixels, a partir do cálculo dos parâmetros: média, desvio padrão, suavidade e 

entropia. O método é concluído com uma classificação via máquina de vetor suporte (SVM), 

utilizando as imagens em superpixels da etapa de segmentação. A abordagem por vizinhança 

utiliza os mesmos parâmetros, contudo através de convoluções com janelas quadradas de 

dimensões 3, 7 e 11. A fim de estimar os parâmetros do classificador, foi utilizada a 

concatenação de grid-search com k-fold cross-validation. Para identificar o impacto dos 

parâmetros das etapas de detecção de bordas e segmentação por superpixel, testaram-se 24 

conjuntos de parâmetros. Os testes foram realizados em seis recortes de cartas topográficas 

nas escalas 1:25.000, 1:50.000 e 1:100.00. Para avaliação dos resultados, elaboraram-se as 

matrizes de confusão para cada classe (definidas de acordo com suas características dentro das 

cartas topográficas) comparando a classificação por SVM com uma classificação manual, 

utilizada como referência. A análise dos resultados indicou que a abordagem por vizinhança 

fornece melhores resultados que o SCTMS, sendo preferível sua utilização para realizar 

extração de feições em cartas topográficas matriciais com finalidade a facilitar futuras 

vetorizações automáticas. 
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ABSTRACT 

 

 

This study evaluates the performance of SCTMS method and compare with a 

neighborhood approach, applying them into topographic maps from BDGEx. It is a three 

steps procedure composed of boundary detection with double color-opponent mechanism, 

superpixel segmentation with union of watersheds, generating average, standard deviation, 

smoothness and entropy descriptors used in SVM classification. The neighborhood approach 

uses the same metrics from SCTMS, however, the descriptors are found by a convolution 

process utilizing windows with size 3, 7 and 11. To measure parameters impact used in 

boundary detection, was applied grid-search with k-fold cross-validation, and to identify best 

parameters for boundary detection and superpixel segmentation, were tested 24 parameters 

combinations. The tests were performed in six extracts of topographic maps scattered around 

Brazilian territory on 1:25.000, 1:50.000 and 1:100.000 scales. Results evaluation where done 

with confusion matrices for each class (defined by the characteristics inside a topographic 

map) comparing SVM classification with manual classification. Results analysis show that 

neighborhood approach provides better results than SCTMS, being preferable its use for 

feature extracting in topographic map with intend of vectorization.  
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1 INTRODUÇÃO  

 

 

 

Dentre as fontes de dados geográficos utilizadas na construção de Sistemas de 

Informação Geográficos (SIG), encontram-se as cartas topográficas analógicas. Estas podem 

ser digitalizadas matricialmente por meio de escâneres. Nesses casos, todas as informações 

geográficas encontram-se dispostas em um único plano de informações colorido que consiste 

de feições lineares (tais como curvas de nível e estradas) e áreas (tais como vegetações e 

massas d'água) (MIAO, XU, et al., 2013; LIU, MIAO, et al., 2016). Como a aquisição manual 

dessas informações é um processo dispendioso tanto em recursos humanos quanto temporais, 

o processamento de mapas digitais coloridos, em formato matricial, visa facilitar a extração 

das informações contidas na carta por meio de automatizações. 

De acordo com Chiang et al. (2014), os mapas são importantes fontes de informação, 

visto que podem cobrir grandes áreas de diversas regiões do mundo por longos períodos de 

tempo. Esta característica torna-os documentos capazes de retratar lugares, atividades 

humanas e características naturais do passado para os quais não existe fonte alternativa de 

informações. 

Ao longo de diversos séculos foram produzidos inúmeros exemplares analogicamente 

que hoje se encontram digitalizados por meio de escâneres específicos para este tipo de 

trabalho. Este processo transporta uma imagem impressa para uma matriz bidimensional, ao 

discretizá-la em um conjunto de pixels, definidos pelo par ordenado representando sua 

posição na matriz (linha, coluna) e pelo seu atributo, número digital (ND). Ao produto gerado 

nessa transformação dá-se o nome de ñmatricialò. 

Com a evolução da Cartografia, os mapas passaram a ser criados digitalmente, 

necessitando-se de uma nova forma de armazenamento da informação, conhecida como 

ñvetorialò. Neste caso, no lugar de uma matriz rígida, são utilizados pontos, linhas e áreas 

para traduzir a geometria das feições, associadas a um sistema de coordenadas alterando o par 

de coordenadas (linha, coluna) por (latitude, longitude). Além disso, o atributo ora 

representado pelo ND, passa a ser representado por um banco de dados, no qual pode-se para 

cada feição associar diversas informações, como comprimento, área, tipo de objeto, dentre 

outras. 
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Com a criação do produto vetorial, passaram a existir dois tipos de produtos matriciais, os 

gerados a partir da digitalização matricial de uma imagem impressa através de um escâner e 

os gerados diretamente a partir dos vetores, associando simbologias aos mesmos. Para fins 

desta pesquisa, será considerado apenas o primeiro, visto que o segundo é criado digitalmente, 

tornando simples a identificação dos elementos. 

A motivação desta pesquisa baseia-se no potencial de informações extraídas dos arquivos 

vetoriais na aplicação de um SIG. Os produtos vetoriais possuem uma gama de informações 

que possibilitam análises quantitativas precisas e automáticas entre as feições, baseadas tanto 

na topologia quanto nas informações inseridas no banco de dados. Pela quantidade de 

possibilidades oferecidas pelos vetores, existe uma grande demanda pela comunidade 

cientifica para este tipo de produto. 

A fim de exemplificar esta diferença, pode-se pensar em uma análise de área, em um caso 

que se deseja identificar todas as construções que possuem área maior que um determinado 

valor. Ao utilizar o matricial, o usuário deverá medir o valor da área de todas as construções 

utilizando uma ferramenta de medição presente no SIG, ou inferir empiricamente ao comparar 

com uma construção que atenda o critério. Com o vetorial, basta calcular, automaticamente, a 

área de todos os polígonos denominados como construção e selecionar todos que atendem o 

critério. 

Existem ferramentas nos softwares de SIG atuais como o ArcGis e QGis que 

transformam automaticamente uma imagem binária em um vetor. Ou seja, ao extrair imagens 

binárias para cada classe definida pelo usuário, torna-se possível gerar os vetores de tal classe, 

restando ao usuário a tarefa de preencher os bancos de dados com as informações desejadas. 

De acordo com Liu et.al (2016), existem desafios na realização da extração automática de 

feições a partir da carta matricial, dentre os quais se podem citar quatro principais: Aliasing ï 

induzido pelo funcionamento do escâner, dificulta a identificação das bordas; Elementos 

geográficos próximos ï erosão do fundo pelo escâner dificultando a separação dos elementos; 

Falsa cor ï também induzida pelo escâner, modifica as características das cores dos pixels; e 

Cores misturadas ï causada na impressão das cartas onde existe sobreposição de feições. 

Além destes e dentro da etapa de digitalização, existem distorções que podem ser causadas 

por utilização de escâneres não adequados ou má calibração dos mesmos. 

Devido a essas dificuldades na aplicação de métodos automáticos e no elevado custo dos 

manuais, existe uma grande quantidade de produtos matriciais que não possuem o seu 

correspondente vetorial. De acordo com Freeman e Pieroni, (1981), este passivo existente 
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criou uma demanda no meio científico de tal forma que, nos últimos 45 anos, pesquisadores 

apresentaram interesse nos aspectos metodológicos do processamento computacional de 

cartas matriciais com o propósito de recuperar dados a fim de compor SIGs. 

Durante estes anos de pesquisa na área de extração de feições em cartas matriciais, foram 

desenvolvidos diversos métodos para realizá-la de forma automática, como pode ser visto em 

Chiang et al. (2014). Essa gama de métodos se baseia na aplicação de diversas técnicas de 

segmentação de imagem colorida (Color Image Segmentation - CIS), que podem ser divididas 

considerando sua abordagem, em dois grandes grupos: espaciais e não espaciais. Contudo, 

ainda existem algumas técnicas que não se enquadram de forma clara a um desses grupos, 

havendo a necessidade de criar um terceiro grupo chamado de miscelâneas (VANTARAM e 

SABER, 2012). A FIG. 1.1 apresenta uma taxonomia resumida com alguns métodos e 

técnicas de cada uma dessas áreas que foram aplicadas em pesquisas de processamento de 

cartas matriciais. 

 

FIG. 1.1 Taxonomia de alguns métodos de CIS aplicados em extração de feições em cartas 

matriciais. Adaptado de (VANTARAM e SABER, 2012). 

 

As abordagens não espaciais realizam a segmentação ou classificação utilizando um 

espaço de atributos relacionados à intensidade das cores, sem considerar a localização dos 

pixels dentro das imagens. Geralmente essas técnicas envolvem limiarização de histogramas 

(histogram thresholding) e agrupamentos (clusterings) (VANTARAM e SABER, 2012).  

A limiarização utiliza os valores das cores nos histogramas para identificar intervalos que 

ocorram frequentemente, podendo dessa forma representar possíveis classes de cores. Esta 

abordagem considera que os picos, tanto locais quanto globais, da distribuição de frequência, 
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caracterizam as classes a serem segmentadas, tendo como fator limitante a falta de 

contiguidade (SAHOO, SOLTANI e WONG, 1988; PAL e PAL, 1993; CHENG, CHEN, et 

al., 1998; CHENG, JIANG, et al., 2001; CHENG, JIANG e WANG, 2002). 

As técnicas que utilizam agrupamentos consistem em uma abordagem de classificação 

não supervisionada para identificar classes de objetos sem nenhum conhecimento prévio 

(BOW, 2002). Neste método, a imagem é analisada como sendo um conjunto de pontos em 

um dos espaços de cores, onde se usam funções métricas pré-definidas para identificar 

grupamentos de pixels significativos também conhecidos como classes ou grupos (clusters) 

(VANTARAM e SABER, 2012). Os algoritmos mais utilizados dentro deste principio são: 

média K (ou média C) (MCQUEEN, 1967); média C Fuzzy (CAI, CHEN e ZHANG, 2007; 

KRINIDIS e CHATZIS, 2010); algoritmo G-K (GUSTAFSON e KESSEL, 1978; BOW, 

2002). 

As abordagens espaciais possuem como objetivo formar grupos de pixels compactos ou 

homogêneos, considerando, além da informação dos espaços de atributos, sua localização na 

matriz bidimensional que representa a imagem (VANTARAM e SABER, 2012).  

A abordagem baseada em crescimento de regiões geralmente começa com a definição das 

sementes, pixels ou grupos de pixels que atendam a determinados critérios de cor e 

homogeneidade local. Essas sementes são o ponto de partida para a verificação de suas 

vizinhanças, que é feita analisando a similaridade entre os valores de cor e homogeneidade 

entre a semente e os pixels da vizinhança. Caso essa similaridade satisfaça a tolerância 

estipulada, esses pixels são integrados na semente criando as regiões que iterativamente vão 

crescendo. O resultado consiste em uma divisão da imagem em várias regiões conectadas 

apresentando alta tolerância com relação a ruídos (GONZALEZ e WOODS, 2008). 

Como etapa anterior ao trabalho com regiões é comum a utilização de técnicas de 

detecção de bordas na imagem, de tal forma que a concatenação dessas duas técnicas é 

considerada uma abordagem baseada em regiões e contornos. Dentro desta categoria, o 

principal método é o crescimento de bacias (watershed), proposto por Vicent e Soille (1991). 

Consiste num algoritmo morfológico que trata a imagem como um mapa de alturas, no qual o 

valor de cada pixel corresponde à altura do mesmo. A interpretação visual do método consiste 

em considerar cada mínimo local como os pontos iniciais, sendo então unidos aos vizinhos 

obedecendo aos critérios do método até formar as bacias. Quando bacias adjacentes se 

encontram são formadas represas e este processo repete-se até que a mais alta seja construída. 

O conjunto dessas represas, ao término do processo, representa a imagem segmentada. 
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Como informado anteriormente, existem técnicas que não necessariamente se enquadram 

em um desses grandes grupos, onde se citam, como exemplos, as máquinas de vetor suporte 

(SVM) e superpixels (SP). 

Sendo uma técnica de aprendizado de máquinas, o SVM necessita de amostras de 

treinamento. Estas amostras consistem de pixels selecionados pelo usuário em um espaço de 

atributos definido pelo mesmo, às quais é atribuída a classe desejada. O SVM buscará 

determinar o hiperplano ótimo que separe estas amostras de forma que cada classe permaneça 

do mesmo lado após a divisão. Este é um dos métodos mais robustos e precisos dentre os 

algoritmos mais conhecidos sendo desta forma uma das estratégias mais utilizadas na área de 

classificação de imagens (WU, KUMAR, et al., 2008). 

A técnica dos superpixels possui como objetivo criar uma nova imagem, ao substituir a 

estrutura rígida da matriz, composta de quadrados de mesma dimensão, por polígonos 

variados. Consiste em: segmentar a imagem; aplicar um cálculo (média, por exemplo) 

envolvendo os pixels de cada região gerada e; substituir o valor de todos pelo resultado. As 

geometrias provenientes da técnica são chamadas de superpixel, sendo o mesmo, um conjunto 

de pixels de mesmo valor. Existem diversos algoritmos que utilizam esta ideia, como por 

exemplo, TurboPixels (LEVINSHTEIN, STERE, et al., 2009), Agrupamento Iterativo Linear 

Simples (Simple Linear Iterative Clustering ï SLIC) (ACHANTA, SHAJI, et al., 2012) e 

Superpixel based color topographic map segmentation method (SCTMS) (LIU, MIAO, et al., 

2016). 

Como apresentado na FIG. 1.1, existem diversas formas de realizar extração automática 

de feições em cartas matriciais presentes na literatura, sendo ressaltado, pelos autores, que a 

metodologia aplicada funciona para aquele tipo de insumo, sem garantias de aplicabilidade 

para outras imagens (LIU, MIAO, et al., 2016; LIU, MIAO, et al., 2016; LEYK e BOESCH, 

2010; MELLO, COSTA e SANTOS, 2012; CHIANG, LEYK e KNOBLOCK, 2014). Isto se 

deve, pois existem fatores que influenciam diretamente na qualidade da carta matricial, como 

por exemplo: a forma de armazenamento e; os equipamentos utilizados na impressão e 

digitalização. 

 

 

1.1 Hipóteses 
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¶ O SCTMS, aplicado em cartas matriciais disponíveis no BDGEX, pode ser utilizado 

para a extração das simbologias das cartas e; 

¶ A substituição da etapa de segmentação por superpixel por uma abordagem por 

vizinhança apresenta resultado inferior comparando-a com a do SCTMS.  

 

 

1.2 Objetivos 

 

 

Avaliar a aplicação do SCTMS, em cartas matriciais extraídas do BDGEx, na extração de 

feições considerando as simbologias presentes nas cartas e comparar com os resultados da 

classificação através de abordagem por vizinhança. 

 

 

1.3 Justificativas 

 

 

Como informado anteriormente, existe uma grande demanda pela comunidade científica 

pelo desenvolvimento de técnicas de extração de feições em cartas matriciais. A fim de 

ilustrar esta demanda, no cenário internacional, podem-se tomar como exemplos dois centros 

de distribuição de informações geográficas, o United States Geological Survey (USGS) e o 

Centro de Sistemas de Informações Geográficas em Sinica, Taiwan, os quais lançaram mais 

de 178.000 e 160.000 cartas matriciais em 2015 e 2006, respectivamente. Estes produtos são 

provenientes de mapeamento histórico, recuperado e digitalizado, não possuindo em sua 

maioria o correspondente vetorial (CHIANG, LEYK e KNOBLOCK, 2014; USGS, 2016; 

KHOTANZAD e ZINK, 2003). 

Existem no Brasil, dois grandes órgãos que são responsáveis pela cartografia sistemática, 

o Instituto Brasileiro de Geografia e Estatística (IBGE) e a Diretoria do Serviço Geográfico 

(DSG). Em pesquisa realizada nos sites desses órgãos, considerando apenas cartas do 

mapeamento sistemático, foi constatada a existência de 12.413 cartas topográficas matriciais, 

das quais 7.556 possuem seu correspondente vetorial, resultando em um montante de 4.857 

cartas a serem vetorizadas (BDGEX, 2016; IBGE, 2016). 

Atualmente na DSG, existe um projeto com a finalidade de vetorizar as feições de relevo 
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e hidrografia, definidas pela ET-EDGV (DSG, 2016), de todas as cartas matriciais disponíveis 

no BDGEx, na escala 1:100.00. Esta tarefa está sendo executada de forma manual por todas 

as organizações militares diretamente subordinadas (OMDS) à DSG. 

Tomando como exemplo os dados de produção do 3º Centro de Geoinformação (CGEO) 

do Exército Brasileiro, em um período de dois anos, com uma equipe de aproximadamente 

vinte pessoas, este centro despendeu em média dois dias para vetorizar uma carta. Dessa 

forma, estima-se que para vetorizar todas as cartas restantes do mapeamento sistemático 

brasileiro, apenas nessas duas classes, seriam necessários vinte e sete anos utilizando uma 

equipe de mesmo tamanho e capacidade produtiva. 

Com base no que foi exposto anteriormente, o estudo de um método adequado às cartas 

nacionais, representa uma contribuição para a cartografia brasileira. Esta pesquisa se mostra 

satisfatória para minimizar os custos de produção de cartas vetoriais geradas com base nas 

matriciais, pois viabiliza a utilização de técnicas automáticas no processo, reduzindo tempo e 

recursos humanos aplicados. 

Como objeto de estudo, foi escolhido o método SCTMS desenvolvido por Liu et al. 

(2016) que possui três etapas: detecção de bordas por dupla cor oponente; geração de SP a 

partir de crescimento de bacias; classificação via SVM. 

Embora os resultados informados por Liu et al. (2016) fossem satisfatórios e 

aparentemente coerentes, permaneceu uma necessidade de confirmação e quantificação sobre 

a afirmação do autor de que abordagens por superpixels sempre oferecem melhores resultados 

que abordagens por vizinhança. A fim de avaliar e quantificar esta suposta vantagem dos 

superpixels, foi testado e executado o SCTMS, trocando a segmentação proposta por uma 

abordagem por vizinhança. 

A fim de verificar a aplicabilidade do método e da alteração proposta, realizaram-se 

comparações com extrações manuais realizadas em extratos de cartas matriciais retiradas do 

Banco de Dados Geográficos do Exército (BDGEx). 

A aplicação do SCTMS na presente pesquisa difere no tratamento das feições da carta. 

Liu et al. (2016) diferenciou as feições apenas pelas suas cores, desconsiderando sua 

simbologia. Ao realizar a classificação desta maneira, o fundo da simbologia não será 

identificado junto dos objetos que o compõe e os mesmos serão identificados em outra classe. 

A FIG. 1.2 apresenta a simbologia de mangue retirada do catálogo de símbolos para cartas 

topográficas (DSG, 2002) e pode ilustrar esta situação. Liu et al. (2016) classifica as linhas 

azuis como hidrografia, as verdes como vegetação e o fundo como região sem cobertura. Na 
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presente pesquisa tal simbologia será tratada como um todo, sendo criada uma nova classe, 

manguezal, por exemplo. Esta diferença na aplicação tem por objetivo tornar o produto da 

classificação, insumo para vetorizações automáticas futuras. 

 

FIG. 1.2 Simbologia para região de mangue (DSG, 2002) 

  

 

1.4 Organização da pesquisa 

 

A pesquisa está organizada da seguinte maneira. O capítulo 2 apresenta em detalhes o 

método SCTMS, objeto de estudo desta pesquisa. O mesmo está dividido da seguinte forma: 

explicação da detecção de bordas utilizando a modelagem biológica baseada em dupla cor 

oponente presente na seção 2.1; geração de SP a partir de segmentação por detecção de bacias 

na seção 2.2; e classificação via SVM na seção 2.3. 

O capítulo 3 apresenta os materiais e métodos utilizados na pesquisa, estado dividido da 

seguinte maneira: apresentação das imagens testadas e dos algoritmos empregados para 

realizar os testes na seção 3.1 e 3.2; forma de seleção das classes considerando-se suas 

simbologias dentro da carta topográfica na seção 3.3; descrição dos parâmetros utilizados na 

etapa de detecção de bordas, na seção 3.4; explicação de como foi obtida a segmentação por 

SP proposta por Liu et al. (2016) e definição dos parâmetros utilizados nesta etapa, na seção 

3.5; apresentação e explicação da técnica de seleção de parâmetros para treinar o SVM e 

forma de aplicação do mesmo, na seção 3.6 e; definição dos descritores de vizinhança 

utilizados na classificação a fim de comparação com o SCTMS, na seção 3.7. 

O capítulo 4 consta da definição das classes utilizadas na pesquisa apresentada na seção 

4.1; de um estudo de casos envolvendo três recortes matriciais com dois conjuntos de 

parâmetros definido na seção 4.2 e; o resultado sumarizado de todos os testes realizados nesta 

pesquisa, juntamente com a análise dos mesmos na seção 4.3. 
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O capítulo 5 apresenta as conclusões referentes às avaliações efetuadas e propostas para 

pesquisas futuras dentro do tema abordado nesta pesquisa. 

O apêndice 1 é composto por 01 (um) DVD contendo todos os algoritmos desenvolvidos; 

arquivos de imagem de todas as regiões de teste; arquivos de imagem resultados de todos os 

passos de cada um dos métodos; relatórios dos treinamentos do SVM e; relatórios contendo a 

avaliação completa de todos os recortes para todos os conjuntos de parâmetros testados. 
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2 SUPERPIXEL BASED COLOR TOPOGRAPHIC MAP 

SEGMENTATION METHOD  

 

 

 

Foram analisados os métodos existentes na literatura que tratam sobre extração de feições 

em carta matricial, observados no capítulo 1. A partir da pesquisa realizada, foi selecionado o 

método SCTMS para aplicação e análise neste trabalho, visto que o mesmo é um método 

recente e apresentou bons resultados em cartas testadas pelos autores. Ele foi implementado e 

testado em cartas matriciais disponíveis no BDGEx a fim de verificar sua aplicabilidade no 

tocante a classificação de simbologias. Por conta disso, o restante do capítulo tratará da 

explicação das etapas presentes no SCTMS. 

O método possui três etapas: detecção de bordas, segmentação e classificação. 

Primeiramente aplica-se o mecanismo da dupla cor oponente proposto por Yang et al. (2013), 

a fim de se obter uma imagem, com destaque das feições lineares. Em seguida, aplica-se o 

método do crescimento de bacias, proposto por Vincent e Soille (1991), unindo-se bacias 

adjacentes que obedeçam a um critério de similaridade e gerando mapas de superpixels. 

Finalizando, faz-se uma classificação utilizando o SVM. Estes passos estão apresentados na 

FIG. 2.1, contendo um exemplo de cada um deles, os quais serão explicados nas seções e 

subseções deste capítulo. 

 

 

2.1 Detecção de bordas 

 

 

A maior porção de um mapa digital é composta por áreas que podem ser consideradas 

como o fundo. A presença dessas áreas dificulta o processamento dos dados por dois 

principais motivos: aumenta o tempo de processamento devido à quantidade de informação 

que será filtrada, e aumenta a frequência de sobreposições de feições onde ocorre mistura de 

cores. Sendo assim, é prática comum da maioria dos métodos de extração de feições em cartas 

matriciais que a primeira etapa seja justamente a eliminação do fundo (CHIANG, LEYK e 

KNOBLOCK, 2014; LIU, MIAO, et al., 2016; YANG, GAO, et al., 2013). 

Para tal, foi utilizado o método proposto por Yang et al. (2013). Este método tem origem 
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em uma das modelagens biológicas do sistema visual humano, relacionado à detecção de 

bordas em imagens coloridas. São utilizados os descritores de cor, apresentado em Zhang et 

al. (2012), baseados na existência de dois canais neurais, presentes no sistema visual humano, 

com a função de transmitir informação de cor no caminho entre a retina e o córtex (KAISER, 

BOYNTON e SWANSON, 1996).  

 

FIG. 2.1 Etapas do SCTMS e exemplo de resultados das mesmas. (a) mapa original, (b) mapa 

de intensidade de bordas, (c) mapa de superpixels e (d) Classificação do SVM 

 

No campo da neurociência, a luz realiza, dentre outras, três etapas entre sua absorção e 

interpretação das cores e formas pelo cérebro. As mesmas ocorrem em partes específicas do 

sistema visual que são: cones, núcleo glaniculado lateral (LGN) e córtex visual primário (V1) 

(CONWAY, CHATTERJEE, et al., 2010; GEGENFURTNER, 2003; YANG, GAO, et al., 

2013). 

Existem três tipos de cones fotorreceptores responsáveis pela visão colorida, localizados 

na retina: L, M e S. Por serem sensíveis a comprimentos de onda próximos as faixas do 
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vermelho, verde e azul, respectivamente, de acordo com a FIG. 2.2, são modelados 

decompondo-se a imagem no espaço de cores RGB (CONWAY, CHATTERJEE, et al., 

2010). 

 

FIG. 2.2 Comprimentos de ondas absorvidos pelos três tipos de cones presentes na retina. 

(CONWAY, CHATTERJEE, et al., 2010) 

 

Somente um cone não é capaz de identificar cores, pois sua ativação depende do 

comprimento de onda e da intensidade do estímulo (CONWAY, CHATTERJEE, et al., 2010). 

Por conta disso, segundo De Monasterio et al (1975), existem células no núcleo glaniculado 

lateral (LGN), chamadas de células do tipo I. As informações são processadas nestas células 

considerando as respostas dos cones de maneira oposta. Incrementa-se a resposta de um deles, 

representado pelo sinal ó+ô, e decrementa-se a do outro, representado pelo sinal ó-ó. Este efeito 

é chamado de oponência simples e gera quatro variedades de resposta: L+/ M-; M+/ L-; S+/ 

(L+M)-; (L+M)+/ S-. Como os incrementos e decrementos não são iguais, o resultado gerado 

é uma ponderação entre os cones oponentes e podem ser observados através dos campos 

receptivos (Receptive Field ï RF) do LGN (CONWAY, CHATTERJEE, et al., 2010), de 

acordo com o exemplo ilustrado na FIG. 2.3a. 

As células presentes em V1 apresentam uma estrutura mais complexa ao se comparar 

com as do LGN. São consideradas células do tipo II e seus RFs possuem a estrutura 

apresentada na FIG. 2.3b. A falta de centralização dos sinais provoca, além da oponência das 

cores observadas no LGN, uma oponência espacial, transmitindo uma seletividade de 

orientação, presente em cada uma das células de forma aleatória (CONWAY, CHATTERJEE, 

et al., 2010). A esses dois fatores combinados dá-se o nome de dupla oponência, que tem um 

papel crucial na detecção de bordas em imagens coloridas (YANG, GAO, et al., 2013). 

A modelagem proposta por Yang et al. (2013) é composta de três etapas: simulação dos 

cones; da camada LGN; e do córtex primário. As deduções e formulações apresentadas a 

seguir levam em consideração os canais oponentes vermelho (R)/verde (G), sendo análogas 
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para o canal azul (B)/amarelo (Y). A sequência lógica da modelagem está ilustrada na FIG. 

2.4 e explicada em detalhes no restante da seção. 

 

 

FIG. 2.3 Modelos de campos receptivos, utilizando como exemplo os cones L e M. (a) Campo 

receptivo de células do tipo I, oponente simples; (b) Campo receptivo de células do tipo II, 

dupla oponente. Adaptado de (CONWAY, CHATTERJEE, et al., 2010) 

 

Na simulação do cone, a imagem é separada nas componentes R, G, B e Y, sendo Y a 

média entre R e G. Para obter a informação de cor local, simulando os campos receptivos da 

retina, aplica-se um filtro Gaussiano em cada componente com um mesmo desvio padrão (ʎ) 

(YANG, GAO, et al., 2013). Após esta etapa, os quatro canais passam a ser denotados 2, ', " 

e 9, respectivamente. 

A simulação da camada LGN realiza uma combinação linear entre os cones oponentes, na 

qual os coeficientes são os pesos adotados para cada campo receptivo (× e × ) em cada pixel 

localizado na posição (x,y), de acordo com o exposto na EQ. 2.1 para o canal oponente R/G. 

Ὓὼȟώ ύȢὙ ὼȟώȠ„ ύȢὋ ὼȟώȠ„ EQ. 2.1 

onde, 

ύύ π
ȿύȿȟȿύȿɴ πȟρ
ȿύȿ  ȿύȿ

 EQ. 2.2 

A EQ. 2.2 afirma que os sinais de ×  e ×  são opostos e que seus valores são 

normalizados de 0 a 1. Com ύ π e ύ π, obtém-se Ὓ  e o contrário, Ὓ , presentes 

na FIG. 2.4. A última proposição da EQ. 2.2 garante o desbalanceamento entre as 

contribuições dos cones, a fim de garantir o efeito descrito por Conway et al. (2010) 

comentado anteriormente. 

A última etapa para realizar a detecção das bordas consta da simulação do córtex 

primário. As EQ. 2.3 à EQ. 2.6 definem o RF das células de dupla cor oponente adotado por 
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Yang et al. (2013), que busca se aproximar da apresentação teórica ilustrada na FIG. 2.3b.  

 

 

FIG. 2.4 Etapas para detecção de borda por dupla cor oponente no canal R/ G. Adaptado de 

(YANG, GAO, et al., 2013) 

 

A EQ. 2.4 define que a função adotada como base foi o Gaussiano bidimensional, sendo 

‎ a relação do aspecto espacial controlador da elipticidade do RF. O desvio padrão adotado é 

o mesmo que o aplicado na etapa de simulação do LGN e o termo Ὧ„ determina o tamanho do 
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RF desejado. Usualmente adota-se Ὧ ρ para garantir que o RF de V1 será maior que o da 

camada LGN. 

ὙὊὼȟώȠ—
‬Ὢὼȟώ

‬ὼ
 EQ. 2.3 

Ὢὼȟώ
ρ

ς“Ὧ„
 ȢὩ

 

 EQ. 2.4 

Onde: 
ὼ
ώ

 
ὼȢὧέί—ώȢίὩὲ—
ὼȢίὩὲ—ώȢὧέί—

 EQ. 2.5 

—
ςὭ ρ“

ὔ
ȟὭ ρȟςȟȣȟὔ  EQ. 2.6 

Pode ser observado que este RF é dependente de um ângulo (—), corroborando com o 

exposto anteriormente sobre a seletividade de orientação observada em V1. Para introduzir 

esta seletividade, foi proposto rotacionar os pontos, de acordo com a EQ. 2.5. São realizadas 

ὔ  rotações, de tal forma que o ângulo para cada uma delas é definido na EQ. 2.6. Na FIG. 

2.4 é apresentado um exemplo com ὔ τ. 

Uma representação gráfica deste RF pode ser vista na FIG. 2.5a. Como pode ser 

observado, o filtro é separado em duas regiões por um eixo de simetria, de tal forma que o 

lado esquerdo recebe Ὓ  e o direito Ὓ , resultados da simulação do LGN. 

 

 

FIG. 2.5 Ilustração de RF do canal R/G em V1. (a) RF vertical. (b) Comportamento do RF 

para direções opostas dentro de um mesmo canal. Adaptado de (YANG, GAO, et al., 2013) 
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Baseado nas EQ. 2.5 e EQ. 2.6 percebe-se que a orientação do RF será a mesma para 

ângulos opostos com relação à origem do sistema trigonométrico, ou seja, — ‌ e — “

‌. Contudo, seu comportamento será diferente, pois as regiões divididas pelo eixo de simetria 

se inverterão. Dessa forma, o filtro conseguirá identificar bordas com a mesma orientação, 

mas com polaridades diferentes, como pode ser observado no exemplo ilustrado na FIG. 2.5b.  

A aplicação do RF em V1 passa por duas etapas, após sua definição: convolução entre 

todos os RFs, para cada ângulo, com o resultado do LGN, de acordo com a EQ. 2.7 e; 

utilização do operador máximo, considerando-se todos os resultados para cada uma das 

orientações, representado pela EQ. 2.8. 

Ὀ ὼȟώȠ— Ὓ ὼ άȟώ ὲȢὙὊάȟὲȠ—

ȟᶰ

 Ὓ ὼ άȟώ ὲȢὙὊάȟὲȠ—

ȟᶰ

 
EQ. 2.7 

Ὀ ὼȟώ ÍÁØὈ ὼȟώȠ—ȿὭ ρȟςȟȣȟὔ  EQ. 2.8 

Como dito anteriormente, estas formulações correspondem ao resultado da simulação 

para o canal oponente R/G. Contudo, o raciocínio é análogo para as três situações restantes, 

de forma que se obtém Ὀ , Ὀ , Ὀ  e Ὀ . O resultado final do método proposto é obtido 

pela aplicação do operador máximo sobre o resultado das quatro combinações possíveis, de 

acordo com a EQ. 2.9. Desta forma é gerado um mapa de bordas que será utilizado nas etapas 

subsequentes do SCTMS. 

ὶὼȟώ ÍÁØὈ ὼȟώ ὧ ὙὋȟὋὙȟὄὣȟὣὄ EQ. 2.9 

 

 

2.2 Segmentação 

 

 

O objetivo da segmentação de uma imagem consiste em dividi-la em regiões disjuntas, 

adjacentes e uniformes com relação a algum atributo, dentro de uma tolerância. Para realizar 

este processo, Liu et al. (2016) utiliza o algoritmo de crescimento de bacias sobre a imagem 

de bordas, gerada na etapa anterior. Este método foi escolhido por possuir as seguintes 

características: simplicidade; baixa complexidade computacional e capacidade de encontrar 

contornos mesmo em regiões com baixo contraste (VANTARAM e SABER, 2012). 

Contudo, este método possui como característica a segmentação excessiva de imagens, 
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sendo geralmente necessário um pós-processamento. Propõe-se então utilizar a imagem em 

superpixel de média, gerada destas bacias, aplicar um critério de similaridade e unir os 

superpixels que atinjam tal critério. Desta união geram-se as imagens de superpixel de média, 

desvio padrão, suavidade e entropia, que servirão de insumo para o SVM. 

O algoritmo de crescimento de bacias utilizado foi o proposto por Beucher e Lantuéjoul 

(1979), o qual considera a imagem de intensidade como sendo um mapa topográfico de 

relevo, sendo a intensidade de cada pixel correspondente a um valor de altura. Esta 

visualização da imagem auxilia nas definições dos mínimos, bacias e represas, elementos 

necessários no entendimento do método (VINCENT e SOILLE, 1991). O desenvolvimento 

teórico utilizado por esses autores encontra-se em Gonzales e Woods (2008). 

A imagem de intensidade de bordas (I) é vista como uma superfície de relevo, na qual o 

ND de cada pixel corresponde à elevação neste ponto. A EQ. 2.10 define o domínio de I 

juntamente com o valor da intensidade de um determinado pixel p. 

Ὅ 
ὈṒᴚ O   Ὀᶰπȟὔȿ ὔṒᴓ

ὴO Ὅὴ
 EQ. 2.10 

A fim de explicar o restante do processo, faz-se necessária a definição de mínimo 

regional ilustrado na FIG. 2.6 e encontrada em Vicent e Soille (1991). Um conjunto de pixels 

0 ÐȟȣȟÐ  será mínimo regional (M) caso atenda os seguintes critérios: 

¶ Todos os seus elementos possuem mesma intensidade, de acordo com a Error! 

Reference source not found.; 

¶ É um componente conectado, ou seja, todos os elementos possuem ao menos um 

vizinho dentro do conjunto, formalizado na Error! Reference source not found., 

onde o conjunto dos vizinhos de cada pixel p dado por ὺ ; 

¶ Todos os pixels vizinhos ao conjunto P possuem intensidade maior que p, de 

acordo com a Error! Reference source not found.. 

Ὅὴ Ὅὴ ȟᶅὭȟὮɴ πȟὯ EQ. 2.11 

 ὴɱᶰὖȿ ὴ᷊ὺὴ ὴȟᶅὭȟὮɴ πȟὯ EQ. 2.12 

Ὅή  Ὅὴȟᶅήᶰ ὠὖ ὖȟ ὠὖ ὺ

ᶰ ȟ

 
EQ. 2.13 

Para definir as bacias e as represas ilustradas na FIG. 2.6, considera-se que a imagem tem 

como limiar para um valor h (ὒ), o conjunto de todos os pixels com altitude menor ou igual a 

h, de acordo com a Error! Reference source not found.. 
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ὒ ὴɴ ὈȟὍὴ Ὤ  EQ. 2.14 

Considerando que C(M) seja a bacia associada ao mínimo M, tem-se que o subconjunto 

de C(M) para os pixels dentro de ὒ, ou seja, o conjunto de pixels da bacia que possui altura 

menor que h, definido por ὅ ὓ  pode ser definido de acordo com a EQ. 2.15.  

 

 

FIG. 2.6 representação esquemática dos elementos da segmentação por crescimento de bacias. 

Adaptado de (ADIGA e CHAUDHURI, 2001) 

 

ὅ ὓ ὴᶰὅὓȟὍὴ Ὤ ὅὓ ᷊ὒ EQ. 2.15 

A geometria das bacias é definida através das zonas de influência geodésica entre os 

mínimos regionais, sendo definida da seguinte forma. 

Seja ὄ ὄȟȣȟὄ  um conjunto de componentes conectados dentro de outro 

componente conectado A, ou seja, ὄṒὃ. A zona de influência geodésica de ὄ em A, 

ᾀὭὫὄ , consiste no conjunto de pontos de A que possuem distância geodésica (menor 

distância entre dois pontos dentro de uma determinada região, ilustrada na FIG. 2.7a) com 

relação à ὄ menor que para o restante dos elementos de B, de acordo com a EQ. 2.16. 

As represas presentes em A definidas pelo conjunto B, ὶὩὴ ὄ , consistem nas linhas 

que separam todas as zonas de influência entre esses dois conjuntos. Pode ser defina pelos 

pontos que possuem mesma distância a dois ou mais elementos de B, conforme a EQ. 2.17. 

ᾀὭὫ ὄ ὴᶰὃȟᶅὮɴ πȟὯ  Ὥ ȿ Ὠ ὴȟὄ  Ὠ ὴȟὄ  EQ. 2.16 

ὶὩὴ ὄ  ὃ ὤὍὋὄ , onde: ὤὍὋὄ  ẕ ᾀὭὫ ὄᶰ ȟ  EQ. 2.17 

A FIG 2.7b mostra um exemplo de quatro zonas de influência referentes a quatro 

mínimos regionais de tal forma que cada par está contido em componentes conectados e 

distintos A e C. Nesta figura é possível visualizar que tanto as distâncias quanto as zonas 

geodésicas ocorrem apenas dentro de seu respectivo componente conectado. Isto ocorre, pois 
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se os conjuntos forem disjuntos, seu resultado será o conjunto vazio, ou seja, ᾀὭὫ Ὀ ,ɲ 

visto que, Ὠ ὴȟὈ ȟὴɴ ὃ não é definida. 

A partir destas definições pode-se explicar o processo de crescimento de bacias 

utilizando-se da visualização da imagem como um mapa topográfico de relevo sofrendo um 

processo de imersão. Considera-se que a imagem possui buracos em cada mínimo regional e 

que a mesma será imersa em um lago por etapas. 

 

 

 

FIG. 2.7 (a) distância geodésica entre dois pontos dentro de um componente conectado. (b) 

representação esquemática da zona de influência geodésica. Adaptado de (ADIGA e 

CHAUDHURI, 2001) 

 

A partir destas definições pode-se explicar o processo de crescimento de bacias 

utilizando-se da visualização da imagem como um mapa topográfico de relevo sofrendo um 

processo de imersão. Considera-se que a imagem possui buracos em cada mínimo regional e 

que a mesma será imersa em um lago por etapas. 

Inicia-se o processo no conjunto de pontos que possui a menor altitude ὒ  e após n 

imersões, termina-se no de maior ὒ . Durante esse processo recursivo, as bacias 

enchem-se de água até encontrar uma bacia vizinha, criando assim as represas, mantendo 

separadas estas regiões mesmo nas etapas subsequentes. 

Na etapa k deste processo recursivo tem-se que o resultado da recursão na etapa anterior é 

Ὑ . O limiar da imagem nesta etapa pode ser descrito como, ὒ ẕ ὢᶰ ȟ , 

onde ὢ corresponde aos conjuntos conectados de ὒ , sendo c sua quantidade. Além 

disso, tem-se que Ὑ  Ṗὒ , ou seja, o limiar de uma etapa subsequente sempre 
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contém o resultado da recursão da etapa anterior. A partir destes fatos chega-se a três 

possíveis condições para ὢ, ilustradas na FIG. 2.8 e descritas a seguir. 

1. ὢ᷊Ὑ :ɲ neste caso, ὢ corresponde a um novo mínimo regional, 

chamado de άὭὲ . Isto ocorre, pois todos os pixels de ὢ possuem 

intensidade igual a Ὤ Ὧ, caso contrário eles pertenceriam a Ὑ , de 

acordo com a EQ. 2.18. Além disso, seus vizinhos possuem intensidade maior que 

este valor, como descrito na EQ. 2.19. Ambas as considerações anteriores tem 

base nos conceitos extraídos das Error! Reference source not found. a Error! 

Reference source not found. e estão exemplificadas como ilustrado na FIG. 2.8a.  

ὴᶅᶰὢȟ
ὴɵ  Ὑ  ᵼὍὴ  Ὤ Ὧ ρ

ὴᶰὢᵼὍὴ  Ὤ Ὧ
ᵼὍὴ Ὤ Ὧ  EQ. 2.18 

ὺὢ ὢ
ὢᶰὒ ᵼὺὢ ᶱὒ ᵼὍὺὢ Ὤ Ὧ EQ. 2.19 

2. ὢ᷊Ὑ ὤ, sendo Z um conjunto conectado: neste caso, Z corresponde 

a uma das bacias de Ὑ , a qual pode ser definida em termos de zona de 

influência geodésica, de tal forma que ὢ obedecerá a EQ. 2.20, tendo um 

exemplo ilustrado na FIG. 2.8b 

ὢ ὅ ὤ ᾀὭὫ ὤ EQ. 2.20 

3. ὢ᷊Ὑ ὤ, sendo Z um conjunto não conectado: desta maneira, 

ὤ ὤȟȣȟὤ , sendo ὤ bacias distintas pertencentes a Ὑ , definidas 

em termos de zona de influência geodésica,  de tal forma que ὢ obedecerá a 

Error! Reference source not found., de acordo com o exemplo ilustrado na FIG. 

2.8FIG. 2.8c. Dessa forma, com base na Error! Reference source not found., 

tem-se que o conjunto ὢ é representado pela Error! Reference source not 

found.. 

 ὅ ὤ ᾀὭὫ ὤ  EQ. 2.21 

ὢ ὤὍὋὤ EQ. 2.22 

Desta maneira, para encontrar ὢ, realiza-se a união de todos os possíveis conjuntos 

soluções, de acordo com a Error! Reference source not found..  

ὢ άὭὲ
 
᷾ὤὍὋ ὤ EQ. 2.23 

Como a zona de influência geodésica de um conjunto vazio é vazia, pode-se estender esta 

definição de Z, para todo Ὑ , de acordo com a Error! Reference source not found..  
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ὢ άὭὲ
 
᷾ὤὍὋ Ὑ  EQ. 2.24 

Além disso, zona de influência entre conjuntos disjuntos também corresponde ao 

conjunto vazio e dessa forma, pode-se estender a definição de ὢ, para todo ὒ , 

definindo-se o termo geral da recursão pela EQ. 2.25. Um exemplo de uma etapa desta 

recursão está ilustrado na FIG. 2.9, a qual representa duas etapas subsequentes da mesma. 

 

FIG. 2.8 Possíveis relações entre ╧░ e ╡▐□░▪ ▓ . (a) intersecção vazia;(b) intersecção 

correspondendo a um conjunto conectado; (c) intersecção correspondendo a um conjunto não 

conectado. Adaptado de (VINCENT e SOILLE, 1991) 

  

Ὑ άὭὲ
 
᷾ὤὍὋ Ὑ , ᶅ Ὤɴ Ὤ ȟὬ ρ EQ. 2.25 

Definidas as bacias pela EQ. 2.25, podem-se encontrar as represas da imagem, rep(I), 

calculando-se o complemento da última etapa da recursão, de acordo com a EQ. 2.26, 

finalizando-se assim o método de segmentação por crescimento de bacias. 

ὶὩὴὍ Ὅ Ὑ  EQ. 2.26 
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FIG. 2.9 Exemplo de relação entre ╡▐ e ╡▐ . Adaptado de (VINCENT e SOILLE, 1991) 

 

Como dito anteriormente, este método possui como desvantagem a segmentação 

excessiva. Para amenizar este fato, Liu et al. (2016) realizou uma união entre bacias 

adjacentes através das imagens em superpixel de média geradas com estas bacias. Estas são 

criadas calculando-se a média da intensidade dos pixels dentro de cada bacia.  

As intensidades utilizadas originaram-se da decomposição da imagem no espaço de cores 

CIE ï L*a*b, que representa a intensidade de um pixel pelo terno ordenado definido pelos 

seguintes eixos (ICC, 2016): 

¶ L* (luminosidade): Indica a luminosidade da cor, varia de 0 (Escuro) a 100 (Claro); 

¶ a*: Eixo de cor que varia entre as cores verde (-) e vermelho (+); 

¶ b*: Eixo de cor que varia entre as cores azul (-) e amarelo (+). 

Desta forma, foram geradas três imagens em SP de média, uma para cada componente 

deste espaço de cores (ὒȟὥȟὦ). Para realizar a união foi utilizada como métrica a distância 

euclidiana, definida neste espaço de cores, entre SP adjacentes, de acordo com a EQ. 2.27, 

onde Ὓὖ corresponde ao i-ésimo SP e; ὃὨὮ corresponde o j-ésimo SP adjacente ao SP i. 

ὨὭίὸ ὛὖȟὃὨὮ ὒ ὒ  ὥ ὥ ὦ ὦ  EQ. 2.27 

Como condição, foi proposta uma similaridade composta em duas etapas: o par de SP a 

ser unido deve ser o mais similar entre si e; a distância entre eles deve ser menor que uma 

tolerância especificada pelo usuário, sendo esta o único parâmetro para a segmentação. 

Ser o par mais similar entre si implica que as distâncias entre si serão menores que as 

distâncias com relação a todos os outros SP adjacentes. As duas etapas da condição de 

similaridade estão expressas formalmente na EQ. 2.28, onde ὃὨὮ representa o conjunto de 

superpixels adjacentes ao SPὛὖ; ὓίὛὖ  indica o SP mais similar a Ὓὖ e; ‭ representa a 

tolerância. 

 
ὓίὛὖ Ὓὖ

ὓίὛὖ Ὓὖ
ᵾ

ừ
Ừ

ứ
ὨὭίὸὛὖȟὛὖ  άὭὲὨὭίὸὛὖȟὛὖ ȟὛὖᶰὃὨὮ

ὨὭίὸὛὖȟὛὖ  άὭὲὨὭίὸὛὖȟὛὖ ȟὛὖᶰὃὨὮ

ὨὭίὸὛὖȟὛὖ ‭

 EQ. 2.28 

Um exemplo deste critério de união pode ser visto na FIG. 2.10, na qual os números 

representam as distâncias entre os SP amarelos e seus vizinhos, calculadas utilizando a EQ. 

2.27, e os SP vermelhos correspondem ao mais similar dos amarelos, de acordo com os 
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conceitos da EQ. 2.28. Observa-se que para este exemplo, estes SP somente se unirão se 

‭ ψ. 

 

FIG. 2.10 Exemplo de união de SP adjacentes. 

 

 

2.3 Classificação 

 

 

A classificação de uma imagem consiste na aplicação de uma função F que relaciona um 

espaço de atributos X, conhecido por matriz de descritores, a um conjunto de classes         

ɱ #ȟȣȟὅ , ou seja, Ὂȡὢᴼɱ (NEGRI, 2013). Existem na literatura diversas formas de 

estimar F, dependendo se a abordagem é supervisionada ou não. Para os supervisionados, 

como o SVM utilizado por Liu et al. (2016), utiliza-se um conjunto de treinamento que 

contém informações do relacionamento de alguns pontos do espaço de atributos às classes, ou 

seja, de posse de alguns pontos de F, modela-se a função. 

A fim de definir o SVM serão utilizados os conceitos presentes em Cortes e Vapnik 

(1995), Negri (2013) e Theodoridis e Koutroumbas (2009), iniciando com a apresentação do 

classificador linear para o caso binário linearmente separável, na subseção 2.3.1; evoluindo, 

para o caso binário não linearmente separável, na subseção 2.3.2 e; finalizando com 

comentários sobre: estratégias para multiclasse na subseção 2.3.3 e utilização das funções 

Kernel para casos não linearmente separáveis, na subseção 2.3.4. 

 

 

2.3.1 Binário linearmente separável 
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Partindo-se do princípio que as classes são linearmente separáveis, um classificador 

linear binário terá por objetivo encontrar um hiperplano f que separe totalmente o conjunto de 

treinamento ὢ ●░ȟώȡ  Ὥ ρȟȣȟὲ nas classes ὅ e ὅ . A direção do hiperplano é dada 

pelo vetor ◌ ύȟύ ; ύ  corresponde ao parâmetro que localiza o hiperplano no espaço; n 

é a quantidade de vetores de treinamento; ●░ ὼȟὼ  corresponde ao vetor de cada pixel no 

espaço de atributos; ώ corresponde ao indicador de classe de cada um desses vetores, de tal 

forma que ώ ρ e ώ ρ, para ●░ɴ ὅ e ●▒ᶰὅ , respectivamente. 

Ὢ● ◌╣● ύ π EQ. 2.29 

A FIG. 2.11 ilustra um conjunto de treinamento com duas classes (vermelha e azul), 

sendo Ὢ e Ὢ dois possíveis hiperplanos que separam totalmente as classes. A partir deste 

exemplo é possível observar que existem infinitos hiperplanos que realizam esta separação, 

todos eles contidos na região cinza da figura. 

 

FIG. 2.11 Possíveis hiperplanos para classificação binária de conjunto linearmente separável 

 

Dentre as infinitas possibilidades, o SVM tem por objetivo encontrar o hiperplano com 

maior ñcapacidade de generaliza­«oò. Esta é definida pela capacidade do classificador de 

operar satisfatoriamente com dados fora do conjunto de treinamento. Ou seja, é o hiperplano 

que apresenta a maior margem de separação entre as classes (THEODORIDIS e 

KOUTROUMBAS, 2009). Não consiste uma característica do SVM, dar preferência à 

determinada classe, sendo assim, é coerente afirmar que o hiperplano escolhido deverá 

possuir distâncias iguais entre os pontos mais próximos de ὅ e ὅ . A FIG 2.12 ilustra o 
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conceito de margem de separação. Pode-se observar que os planos escolhidos foram os 

centrais para ambos os casos, sendo as medidas ςᾀ e ςᾀ as margens de separação de cada 

um deles. Como na direção 1 a margem é maior, pode-se afirmar que este hiperplano possui 

maior capacidade de generalização que o outro. 

O cálculo da margem utiliza-se da relação de distância entre ponto e hiperplano, de 

acordo com a EQ. 2.30.  

ᾀ
ȿὪ●ȿ

ȿȿ◌ȿȿ
 

EQ. 2.30 

A fim de simplificar as equações subsequentes, é feito um escalonamento de w de forma 

que Ὢ● ρȟᶅ●ᶰὅ e Ὢ● ρȟᶅ●ɴ ὅ . Desta forma, substituindo na EQ. 2.30, chega-

se a conclusão que o valor da margem será o descrito na EQ. 2.31, obedecendo às condições 

da EQ. 2.32 geradas pela aplicação do escalonamento de w na EQ. 2.29. 

 

FIG. 2.12 Comparação entre margens de separação entre classes 

 

ρ

ȿȿ◌ȿȿ

ρ

ȿȿ◌ȿȿ

ς

ȿȿ◌ȿȿ
 EQ. 2.31 

◌╣● ύ ρȟ ●ᶅᶰὅ

◌╣● ύ ρȟ ●ᶅᶰὅ
 EQ. 2.32 

A fim de encontrar w e ύ  que definem o hiperplano com máxima margem de separação, 

ou seja, minimiza ||w|| e satisfaz as condições da EQ. 2.32, deve-se encontrar o mínimo da 

função J (função de custo) definida pela EQ. 2.33, obedecendo à condição da EQ. 2.34 

(THEODORIDIS e KOUTROUMBAS, 2009). 
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ὐ◌ȟύ  ḳ
ȿ◌ȿ

ς
 EQ. 2.33 

ώ◌╣● ύ ρȟ Ὥ ρȟȣὲ EQ. 2.34 

Esta função de custo é estritamente convexa e a condição a ser obedecida é uma 

inequação linear. Desta maneira, pode-se afirmar que o resultado deste problema será único, 

correspondendo ao mínimo global da função de custo (THEODORIDIS e KOUTROUMBAS, 

2009). Em outras palavras, a classificação do SVM é única caso sejam mantidas as mesmas 

condições iniciais. 

A solução para este tipo de problema pode ser alcançada utilizando o método dos 

multiplicadores de Lagrange, apresentado a seguir para o caso bidimensional (APOSTOL, 

1969). Se uma função Ὢὼȟὼ  possui um extremo quando sujeita a condição Ὣὼȟὼ π, 

então existe ‗, denominado multiplicador de Lagrange, tal que ɳ Ὢ ‗ɳὫ. Outra forma de 

utilizar este método consiste em tornar nulo o gradiente da chamada função de Lagrange, 

apresentada na EQ. 2.35 

ὒὼȟὼȟ‗ Ὢὼȟὼ ‗ȢὫὼȟὼ  EQ. 2.35 

Aplicando a EQ. 2.35 no problema descrito pelas EQ. 2.33 e EQ. 2.34, obtém-se a função 

lagrangeana para encontrar o hiperplano de margem máxima descrita na EQ. 2.36. 

ὒ◌ȟύȟⱦ
◌╣◌

ς
‗Ȣώ◌╣●░ ύ ρ EQ. 2.36 

Utiliza-se o operador gradiente nesta função igualando-o a zero, obtendo-se assim as EQ. 

2.40 e EQ. 2.41 para os casos das derivadas parciais com relação à w e ύ , respectivamente. 

◌ ‗ώ●░ π ᵼ ◌ ‗ώ●░ EQ. 2.37 

‗ώ π EQ. 2.38 

Aplicando as EQ. 2.37 e EQ. 2.38 na EQ. 2.36, após algumas manipulações algébricas, 

chega-se a EQ. 2.39 para o Lagrangeano. 

ὒ◌ȟύȟⱦ ‗
ρ

ς
‗‗ώώ●░

╣●▒ EQ. 2.39 

Sendo a EQ. 2.34 uma inequação, extraem-se duas considerações das condições de 

Karush-Kuhn-Tucker no tangente a minimizações que devem ser obedecidas 

(THEODORIDIS e KOUTROUMBAS, 2009). Todos os multiplicadores de Lagrange devem 
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possuir valor positivo diferente de zero, como mostra a EQ. 2.40 e o produto do multiplicador 

pela função de condição nos pontos de mínimo deve ser nulo de acordo com a EQ. 2.41. 

‗ πȟ Ὥ ρȟȣȟὲ EQ. 2.40 

‗Ὣ ὼȟώ πȟ Ὥ ρȟȣȟὲ EQ. 2.41 

Substituindo a EQ. 2.34 na EQ. 2.41, obtém-se a EQ. 2.42 que relaciona os 

multiplicadores de Lagrange com a equação do hiperplano. 

‗Ȣώ◌╣●░ ύ ρ πȟ Ὥ ρȟȣȟὲ EQ. 2.42 

A partir da EQ. 2.40, pode-se reescrever a EQ. 2.38 desconsiderando os casos onde o 

Lagrangeano é nulo, ou seja, basta reduzir a quantidade de termos para s, com a condição de 

que em todos esses casos os multiplicadores sejam positivos. Unindo-se esta consideração 

com a EQ. 2.40, chega-se a conclusão que o vetor de parâmetros w pode ser escrito como a 

combinação linear dos s vetores de atributos associados com ‗ π, de acordo com a EQ. 

2.43. Estes vetores ●░ associados aos multiplicadores não nulos são conhecidos como vetores 

de suporte. 

◌ ‗ώ●░ȟ ‗ π EQ. 2.43 

Além disso, a EQ. 2.42 implica que para os casos onde ‗ π, lembrando que ώ

ρȟρ e que w foi escalonado, os vetores ●░ pertencerão a um dos dois hiperplanos definidos 

pela EQ. 2.44. Ou seja, os vetores de suporte são os mais próximos da solução do 

classificador linear, sendo ilustrados na FIG. 2.12 como os pontos sobre as retas pontilhadas 

para ambos os casos. 

◌╣● ύ ρ EQ. 2.44 

As condições de Karush-Kuhn-Tucker agregam ao problema características interessantes 

dos vetores de suporte, contudo, encontrar os multiplicadores de Lagrange com esse método é 

custoso computacionalmente. Em seu lugar, será utilizada a representação dual de Wolfe na 

resolução de problemas de otimização onde a função de custo é convexa e a condição é linear 

(NEGRI, 2013; THEODORIDIS e KOUTROUMBAS, 2009). 

Segundo Wolfe, encontrar os multiplicadores de Lagrange que minimizam uma função de 

custo convexa com condições lineares possui como equivalente dual, maximizar o 

Lagrangeano desta função com relação aos multiplicadores, com a condição de que seu 

gradiente no ponto de mínimo desejado seja 0, lembrando que a EQ. 2.40 deve continuar 

válida. A formalização da representação dual de Wolfe encontra-se na maximização da EQ. 

2.45 com as condições da EQ. 2.46. 
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Com os multiplicadores de Lagrange encontrados a partir da resolução do problema de 

Wolfe é possível encontrar os parâmetros definidores do hiperplano da EQ. 2.29. Para tal, 

substitui-se ‗ na EQ.2.37 encontrando w e substitui-se este vetor na EQ. 2.44 para encontrar 

ύ . Nesta etapa deve-se utilizar qualquer um dos vetores suporte encontrados, lembrando que 

estes são os relacionados com ‗ π.  

 

ÍÁØ ‗
ρ

ς
‗‗ώώ●░

╣●▒ EQ. 2.45 

 

‗ώ π

‗ πȟ   Ὥ ρȟȣȟὲ

 EQ. 2.46 

A EQ. 2.29 assume então a forma da EQ. 2.47. A aplicação do classificador sobre o plano 

dá-se pela função sinal (ίὫὲ), separando-se assim as classes, de acordo com a EQ. 2.48. 

Ὢ● ‗ώ●░
╣● ύ  EQ. 2.47 

ίὫὲὪ●
ρȟ   Ὢ● π ᵼ  ●ɴ ὅ

ρȟ   Ὢ● π ᵼ  ●ᶰὅ
 EQ. 2.48 

Pode-se observar que os vetores de atributos aparecem apenas na forma de produto 

interno, tanto na função Lagrangeana (EQ. 2.39 e EQ. 2.45) quanto na solução do 

classificador (EQ. 2.47). Este fato faz com que essas equações independam da dimensão do 

espaço de atributos, propriedade que possibilita generalizações, tratadas com mais detalhes na 

subseção 2.3.4. 

 

 

2.3.2 Binário não linearmente separável 

 

 

Dependendo da distribuição das amostras de treinamento no espaço de atributos, não será 

possível a utilização de um hiperplano para separá-las, como pode ser visto no exemplo da 

FIG. 2.13. Nesta situação, o resultado da subseção 2.3.2 não pode ser aplicado, contudo 

apresenta desenvolvimento similar, como será apresentado no restante desta subseção. 

A equação do hiperplano continua igual a EQ. 2.29 e como pode ser visto na FIG. 2.13, 

existem três possibilidades para os vetores de treinamento: pertencer a região fora das 
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margens e consequentemente ser classificado corretamente (EQ. 2.49); pertencer a região 

dentro das margens e ser classificado corretamente (EQ. 2.50) e; pertencer a região dentro das 

margens e ser classificado erradamente (EQ. 2.51). 

As EQ.2.49 a EQ. 2.51 podem ser reescritas como apenas uma, de acordo com a EQ. 

2.52, ao acrescentar uma variável de folga não negativa ‚. 

ώ◌╣● ύ ρ ‚  EQ. 2.49 

O valor de ‚ varia de acordo com a situação da seguinte forma: primeiro caso, ‚ π; 

segundo caso, π ‚ ρ e; terceiro caso, ‚ ρ. Sendo assim, o objetivo do classificador 

será de conseguir a maior margem possível, mantendo a quantidade de pontos ‚ π, menor 

possível, ou seja, maximizar o primeiro caso. 

 

 

FIG. 2.13 Exemplo de caso binário não linearmente separável 

 

ώ◌╣● ύ ρ EQ. 2.50 

π ώ◌╣● ύ ρ EQ. 2.51 

ώ◌╣● ύ π EQ. 2.52 

A fim de quantificar o número de vetores classificados erradamente, acrescenta-se a 

função custo da subseção 2.3.1 o termo ὅВ ‚, no qual, o parâmetro C regulariza a 

penalidade associada a cada um dos erros. Desta forma, o problema que era descrito pelas EQ. 

2.33 e EQ. 2.34 é traduzido para a minimização da EQ. 2.53 com a condição da EQ. 2.54. 

A função Lagrangeana será análoga a da EQ. 2.36, com o acréscimo do termo ‘, 

multiplicadores de Lagrange referentes à ‚, de acordo com a EQ. 2.55. 
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ὐ◌ȟύ  ḳ
ȿ◌ȿ

ς
ὅ ‚ EQ. 2.53 

ώ◌╣● ύ ρ ‚ȟ   Ὥ ρȟȣȟὲ
‚ πȟ   Ὥ ρȟȣȟὲ

 EQ. 2.54 

ὒ◌ȟύȟⱩȟⱦȟⱧ
◌╣◌

ς
ὅ ‚ ‘‚ ‗Ȣώ◌╣●░ ύ ρ ‚  EQ. 2.55 

As condições de nulidade do operador gradiente mantêm iguais as EQ. 2.37 e EQ. 2.38 

para w e ύ  e ao aplica-la para ‚ resulta na EQ. 2.56. As condições de Karush-Kuhn-Tucker, 

encontram-se nas EQ. 2.57 e EQ. 2.58. 

ὅ ‘ ‗ πȟ Ὥ ρȟȣȟὲ EQ. 2.56 

‘ πȟ Ὥ ρȟȣȟὲ EQ. 2.57 

‗Ȣώ◌╣●░ ύ ρ ‚ πȟ Ὥ ρȟȣȟὲ EQ. 2.58 

A representação dual de Wolfe após as substituições no Lagrangeano correspondem à 

mesma relação da EQ. 2.45, contudo apresenta uma diferença nas condições da EQ. 2.46, 

onde o multiplicador de Lagrange além de ser positivo, não pode ultrapassar o parâmetro C, 

ou seja, π ‗ ὅ. O cálculo do parâmetro w segue igual, contudo, para ύ , deverão ser 

utilizados vetores suporte que tornem a variável de folga nula. 

 

 

2.3.3 Multiclasse 

 

 

O desenvolvimento teórico do SVM apresentado até o momento considera a classificação 

entre duas classes. Existem algumas abordagens multiclasse na literatura (NEGRI, 2013; 

BOW, 2002; THEODORIDIS e KOUTROUMBAS, 2009), contudo nesta pesquisa será 

abordada a um contra um (One-Against-One - OAO), pois foi à utilizada por Liu et.al (2016) 

na aplicação do SCTMS. 

Esta técnica consiste em dividir o problema em todos os casos binários possíveis. Ou 

seja, considerando-se o conjunto de classes ɱ #ȟȣȟὅ  apresentado na seção 2.3, serão 

realizados   ὰὰ ρȾς treinamentos. Dessa forma um mesmo elemento de treinamento 

poderá ser classificado em diferentes classes, sendo escolhida então a mais frequente como 

resultado. 
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2.3.4 Função kernel 

 

 

Sendo duas classes não separáveis em um espaço de dimensão n, existe um espaço de 

dimensão ὰ ὲ, no qual estas classes serão linearmente separáveis (THEODORIDIS e 

KOUTROUMBAS, 2009). Esta afirmação garante que sempre existirá um hiperplano que 

separa linearmente as classes, desde que seja definido em um espaço de dimensão superior, 

chamado de espaço característico. 

A fim de aplicar esta propriedade na formulação original do SVM, observa-se a presença 

do produto interno entre os vetores no espaço atributo, ressaltado no final da subseção 2.3.1. 

A partir do teorema de Mercer, é possível provar que o produto interno de vetores em um 

espaço de dimensão superior pode ser representado com uma função deste produto no espaço 

original (THEODORIDIS e KOUTROUMBAS, 2009). 

 

Teorema de Mercer: Sejam ὼȟᾀɴ ᴙ  e ‰ um mapeamento ὼO ‰ὼᶰὌ, sendo H um 

espaço de Hilbert (espaço linear completo possuidor da operação de produto interno, sendo 

que quando finito, corresponde a  um espaço Euclidiano). O produto interno ‰●Ȣ‰◑ em H 

é equivalente à função simétrica e contínua ὑ●ȟ◑ que satisfaz: 

ὑ●ȟ◑Ὣ●Ὣ◑Ὠ●Ὠ◑ π EQ. 2.59 

Para algum Ὣ●ȟ●ᶰὅṒᴙ  tal que : 

Ὣ●Ὠὼ Њ EQ. 2.60 

 

Este teorema afirma que qualquer função simétrica e contínua K que satisfaça as EQ. 

2.59 e 2.60 define um produto interno em algum espaço vetorial. Estas funções são 

denominadas kernel. O teorema não informa meios de encontrar a função de mapeamento ‰ 

que torna isso possível, além de não informar a dimensionalidade de H, tornando a definição 

de funções Kernel, problemas complexos. 

Alguns exemplos de funções Kernel usadas em aplicações de reconhecimento de padrões 

são: polinomial (EQ. 2.61); função de base radial (Radial Basis Function ï RBF) (EQ. 2.62) 

e; sigmoidal (EQ. 2.63) (HSU, CHANG e LIN, 2010). Nestas equações, os termos ‎ȟὶ e Ὠ são 

parâmetros fornecidos pelo usuário. 
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ὑ●ȟ◑ ‎●╣◑ ὶ ȟ ‎ π EQ. 2.61 

ὑ●ȟ◑ Å ȿὀὂȿȟ ‎ π EQ. 2.62 

ὑ●ȟ◑ ÔÁÎÈ ‎●╣◑ ὶ EQ. 2.63 
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3 MATERIAIS  E MÉTODOS 

 

 

 

Como informado no capítulo 1, serão aplicados dois métodos para realizar a extração das 

simbologias dos recortes de cartas matriciais listadas na TAB. 3.2. Para tal, foram 

desenvolvidos os algoritmos listados na TAB. 3.1, os quais serão explicados nas seções 3.2 à 

3.6, com exceção do algoritmo 6 que está apresentado no capítulo 4. 

Nas seções 3.2 a 3.5 são abordadas a forma como o SCTMS foi aplicado, detalhando 

parâmetros utilizados e metodologia aplicada. A seção 3.6 aborda a substituição da 

segmentação por superpixel proposta no método original pela utilização de matrizes de 

vizinhança. 

Neste capítulo são apresentados alguns diagramas de fluxo ilustrando os passos que os 

algoritmos realizam. A leitura destes diagramas segue a legenda apresentada na FIG. 3.1. 

 

FIG. 3.1 Legenda para os diagramas de fluxo 

 

 

3.1 Materiais 

 

 

Para realização do experimento foi utilizado um notebook com o processador Intel core i7 

ï 3630QM de 2.4 GHz, 8 Gb de memória RAM, sistema operacional Microsoft Windows 7. 

As implementações foram realizadas na linguagem de programação Python, onde foram 

desenvolvidos os 6 algoritmos listados na TAB. 3.1 disponibilizados no apêndice 1. 
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TAB. 3.1 Relação dos algoritmos criados com suas respectivas entradas e saídas 
# Algoritmo  Entradas Saídas 

1 Detecção de bordas Recorte de carta matricial 
01 Imagem de 
intensidade de bordas 

2 Segmentação por SP 
Recorte de carta matricial; 

Imagem de bacia 
12 Imagens de SP 

3 Descritores por vizinhança Recorte de carta matricial 
12 Imagens de 

vizinhança 

4 
Determinação de parâmetros 

e aplicação do SVM (SP) 

Recorte de carta matricial; 

Imagens de SP; 

Arquivo de ROI 

Parâmetros ajustados 

(SP) 

Imagens binárias das 
classes 

5 

Determinação de parâmetros 
e aplicação do SVM 

(vizinhança) 

12 Imagens de vizinhança 

Parâmetros ajustados 

(vizinhança) 

Imagens binárias das 
classes 

6 
Avaliação por matriz de 
confusão 

Imagens binárias por classe 

adquiridas manualmente; 

Imagens binárias por classe 

classificadas 

Matriz de confusão  

 

Para a confecção dos algoritmos foram utilizadas as bibliotecas: Numpy (WALT, 

COLBERT e VAROQUAUX, 2011); Scipy (JONES, OLIPHANT, et al., 2001); scikit-learn 

(PEDREGOSA, VAROQUAUX, et al., 2011); scikt-image (WAL, SCHÖNBERGER, et al., 

2014) e; gdal (GDAL, 2016). 

Como poderá ser visto ao longo deste capítulo, foram utilizados três softwares de PDI e 

SIG: QGIS (QGIS Development Team (2016)) para tratar as imagens matriciais no tocante a 

recortes, álgebra de mapas e visualizações; SPRING (CÂMARA, SOUZA, et al., 1996) para 

realizar a segmentação por crescimento de bacias e; ENVI (ENVI version 5.2, 2014) para 

extração das amostras de treinamento e validação do algoritmo de classificação na 

comparação do resultado entre o SVM deste software com o do algoritmo desenvolvido. 

Os algoritmos foram testados nos recortes de cartas matriciais listados na TAB. 3.2, a 

qual contém os nomes das cartas; escala; nome do recorte gerado e dimensões. Todas as 

cartas utilizadas foram adquiridas com resolução de 600 dpi (BDGEX, 2016). 

 

 

3.2 Escolha e preparo dos insumos 
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TAB. 3.2 Relação das cartas matriciais e recorte das mesmas utilizadas nos testes 

Carta Matricial  Escala Recorte 
Dimensões 

(pixels) 

Amaraji 1:25.000 amaraji_2 801 x 772 

Dom Bosco 1:25.000 dombosco_1 532 x 829 

Limoeiro 1:100.000 limoeiro_3 676 x 747 

Tapira 1:100.000 tapira_1 804 x 721 

Brasília 1:250.000 brasilia_1 896 x 711 

Santos 1:250.000 santos_2 750 x 506 

 

As cartas matriciais utilizadas nos testes foram obtidas no BDGEx, sendo realizados 

recortes nas mesmas através do software QGIS (QGIS Development Team (2016)), de acordo 

com a TAB. 3.2.  

Foram escolhidos recortes que apresentassem desafios para a classificação proposta. Esta 

definição foi realizada por observação, levando em consideração: quantidade de 

sobreposições entre feições (Ex: curvas de nível e estradas); diversidade de objetos com 

características diferentes em uma mesma classe (Ex: classe Hidrografia: rios permanentes, 

rios temporários, trechos de drenagem, toponímias, massa dô§gua, limites de massa dô§gua) e; 

degradação da carta. 

Com a finalidade de considerar as diferentes densidades de informação presentes em 

cartas topográficas, foram escolhidas cartas matriciais nas escalas 1:25.000, 1:100.000 e 

1:250.000. 

 

 

3.3 Seleção das classes 

 

 

Liu et al. (2016) não contempla em seus resultados análises de feições com simbologia 

complexa, sendo estas regiões que representam uma feição através de objetos de cores 

distintas, como pôde ser visto na FIG. 1.2. Contudo, em suas considerações sobre como 

adquirir os elementos de teste, nota-se que para o autor tais simbologias são desconsideradas, 

sendo relevantes apenas as cores das feições. 

Tal fato pode ser comprovado observando a região destacada dentro do retângulo 

vermelho da FIG. 3.2 (LIU, MIAO, et al., 2016). Estas linhas destacadas junto com o fundo, 

significam região de pântano ou brejo (DSG, 2002), contudo pode-se observar que Liu et al. 

(2016) considera que as linhas azuis da simbologia são da mesma classe que o curso dô§gua. 
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FIG. 3.2 Ilustração da seleção original do SCTMS das feições para compor as amostras de 

treinamento. As linhas rotuladas de vermelho correspondem as curvas de nível; azul à 

hidrografia e; amarelo ao fundo. (LIU, MIAO, et al., 2016) 

 

Ao realizar a classificação desta maneira, as linhas azuis da simbologia serão 

classificadas como hidrografia (linhas rotuladas de azul) e o fundo da simbologia será 

classificado como fundo (linhas rotuladas de amarelo). Desta forma, a informação da 

existência do brejo deixará de existir e em seu lugar estarão presentes linhas de hidrografia 

sem sentido cartográfico. 

A abordagem adotada nesta pesquisa foi diferente, ao passo que estas simbologias foram 

consideradas como um todo. Tal modificação ocorreu pois, como o objetivo desta extração é 

de facilitar uma futura vetorização, devem-se identificar todas as diferentes feições das cartas 

pelas suas características, traduzidas pelas simbologias, e não apenas por suas cores. 

 

 

3.4 Aplicação da detecção de bordas 
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Com o intuito de detectar as bordas, desenvolveu-se o algoritmo 1 (TAB. 3.1) seguindo 

os passos apresentados na seção 2.1. Os recortes das cartas matriciais (TAB. 3.2) são os dados 

de entrada. 

Como a detecção de borda influencia diretamente na qualidade da geração de superpixels 

(LIU, MIAO, et al., 2016), buscou-se avaliar o efeito de cada um dos parâmetros do método a 

partir de diversos experimentos. Os parâmetros considerados neste estudo foram: desvio 

padrão utilizado na simulação do LGN e nos RF de V1 („ ï EQ. 2.1 e EQ. 2.4) e; quantidade 

de orientações (ὔ  ï EQ. 2.6). 

A quantidade de orientações é o parâmetro que permite a detecção das bordas em 

direções diversas. Em Liu et al. (2016) foram utilizadas 8 (oito) orientações enquanto que em 

Yang et al. (2013) foram adotadas 16 (dezesseis). Sendo assim, para efeito de avaliação foram 

testados estes dois valores. 

O outro parâmetro relevante é o desvio padrão utilizado na simulação do LGN e dos RF 

de V1. Em Liu et al. (2016) foi utilizado um valor fixo de 0.5, e afirmou-se que um valor alto 

borraria excessivamente as feições lineares dificultando sua aquisição precisa. Contudo, em 

Yang et al. (2013) foram utilizados diversos valores de desvio padrão e em alguns casos, 

„ ρȢπ forneciam resultados melhores . A fim de verificar qual valor melhor se ajusta aos 

recortes selecionados, foram testados os valores de „ πȢσȟπȢυȟρȢπȟρȢσ, tentando-se 

englobar situações distintas de detecção, com diferentes graus de suavização. 

Além dos parâmetros mencionados anteriormente, existem outros quatro que estão 

presentes na seção 2.1, mas serão mantidos constantes. São eles, os pesos para os campos 

receptivos (ύ  e ύ  ï EQ. 2.1 e EQ. 2.2) e; dois parâmetros utilizados na definição do RF de 

V1 (Ὧ e ‎ ï EQ. 2.4). Nestes casos, devido a estudos anteriores, verificou-se que os valores 

ύ ρ, ύ πȢφ, Ὧ ς e ‎ πȢυ, fornecem os melhores resultados na simulação do 

sistema visual (YANG, GAO, et al., 2013). 

 

 

3.5 Geração de superpixels 

 

 

A fim de aplicar o método do crescimento de bacias, a imagem de intensidade deve estar 

no domínio dos naturais (EQ. 2.10). Contudo, o resultado da detecção de bordas empregada, 

gera uma imagem no domínio dos reais, no intervalo [0,1]. Foi empregado um ajuste de dados 
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através de uma mudança de domínio e alteração no intervalo de [0,1] para [0,255], de acordo 

com a EQ. 3.1, onde: Ὑ corresponde à imagem resultante e; Ὁ a de entrada. 

Ὑ  ςυυz
Ὁ ÍÉÎ Ὁ

ÍÁØὉ ÍÉÎ Ὁ
 EQ. 3.1 

A imagem resultante foi então empregada no software SPRING (CÂMARA, SOUZA, et 

al., 1996) que possui o algoritmo de detecção de bacias disponível. O mesmo fornece como 

saída uma imagem matricial contendo um identificador para cada bacia. Ou seja, os pixels de 

uma mesma bacia possuem valor igual, sendo o mesmo diferente para bacias distintas. 

A imagem obtida e o recorte de carta matricial foram então adicionados como entrada no 

algoritmo 2, como informado na TAB. 3.1, o qual possui a finalidade de realizar a união de 

superpixels adjacentes, obedecendo às condições impostas na EQ. 2.28. A FIG. 3.3 apresenta 

o diagrama de fluxo dos passos seguido pelo algoritmo em linhas gerais, estando o mesmo na 

integra no apêndice 1. 

Da imagem segmentada pelo crescimento de bacias, recuperam-se seus identificadores de 

bacias que, através de um ordenamento e agrupamento dos valores iguais, gera o conjunto 

descrito na EQ. 3.2, onde Ὧ é a quantidade de bacias; ὭὨ é o identificador do i-ésimo pixel da 

j-ésima bacia e; ὲ é o tamanho em pixels, da j-ésima bacia. 

Ὅ ὍȟȣὍȟÓÅÎÄÏȡ Ὅ ὭὨȟȣȟὭὨȟ  

ÏÎÄÅȡ  
ὭὨ ὭὨȟᶅὥȟὦɴ ρȟὲ

ὭὨ ὭὨȟᶅὧ Ὠȟᶅὥᶰρȟὲ ȟᶅὦɴ ρȟὲ
 

EQ. 3.2 

Resgatando-se as coordenadas dos pixels na EQ. 3.2, encontra-se um conjunto contendo 

as coordenadas dos pixels agrupadas por bacias. Tal informação é então guardada no conjunto 

definido pela EQ. 3.3, onde ὅέέὶὨ corresponde ao par ordenado ὰὭὲὬὥȟὧέὰόὲὥ referente 

ao i-ésimo pixel da j-ésima bacia. 

ὄ ὄȟȣȟὄ ȟ ÏÎÄÅȡ  ὄ ὧέέὶὨȟȣȟὧέέὶὨ  EQ. 3.3 

Para verificar quais bacias são adjacentes entre si, faz-se uma busca nas vizinhanças dos 

pixels de cada bacia. Se o identificador do vizinho for diferente do pixel em questão, então ele 

não pertence à mesma bacia, logo pertence a uma bacia adjacente. Monta-se então o conjunto 

dos vizinhos, com estes identificadores agrupados por bacias. Este processo cria informações 

duplicadas, portanto executa-se uma rotina de eliminação de duplicatas, alcançando o 

conjunto definido na EQ. 3.4., onde ὥὨὮ corresponde ao identificador da i-ésima bacia 

adjacente à bacia j e; ὲͅὥὨὮ representa a quantidade de bacias adjacentes a j-ésima bacia. 


























































































































